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Allgemeinerer Ansat@radientenabstieg.

Notwendige Bedingungli! erenzierbare Aktivierungs- und Ausgabefunk-

tionen.
\Z w
y

KX
lllustration des Gradienten einer reellwertigen Funktionf (X, y) am Punkt(Xo, Yo).
Dabei ist z|(x,y) = T Zlxo ;—§|yo .

Iz | (X0,Yo)
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Algorithmus-Skizze (online)

gegeben: MLP mit G = (U, C), Lernrate #, Trainingsbeispiele L.
Initialisierung aller Gewichte (Zufallswerte)

wiederhole:
fiir jedes Trainingsbeispiel | = (!ﬁ(l), b(l)) ' Lpyec
Eingabe, Vorwartsberechnung der Aktivierungen und Ausgabe:

'u™ Un | | Vu € Uhidden Y Uout

Out[(_jl) = I&I) Outfgp = (1 =+ exp (_ Zpépred(u) Wup OUtg) >)_1

Fehlerberechnung und Ruckubertragung (Backpropagation):

(1)

' |
U"= s succ) 05 Wsu >‘l(J)

mit Ableitung der Aktivierungsfunktion | () = out(l)' 1% Outl(J)ﬁ-‘

Berechnung der Gewichtsanderung AWS% =n 59) outg) und Update

bis Stopkriterium erreicht
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Gradientenabstieg fur die Negation Ax

¢ (O (D) v 01
10

! ! . .
Fehler &6r x =0 Fehlerrx =1 Summe der Fehler
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Visualisierung des Gradientenabstiegs fiir die Negation —x

4 4
2 - 2 -
W 0 - w 0 -
. N /
—4 | I —4 T T
—4 -2 0 2 4 —4 -2 0 2 4
0 0
Online-Training Batch-Training Batch-Training

Beim Online-Training kann es zu starkem Rauschen in den Gradienten kommen.
Beim Batch-Training besteht hohere Gefahr, in lokalen Minima stecken zu bleiben.

Allgemeine Praxis: Mini-Batch-Training

10



Minibatch Learning

* subset of the terms of the full cost function

» larger batches more accurate
(less than linear return)

« compute power underutilized if too small
* memory often limiting factor

» power-of-2 sizes preferred on GPUs

» selected randomly, independent samples

11



SGD

Algorithm 8.1 Stochastic gradient descent (SGD) update at training iteration k

Require: Learning rate eg.
Require: Initial parameter 6
while stopping criterion not met do
Sample a minibatch of m examples from the training set {&), ... &™)} with
corresponding targets y(i).
Compute gradient estimate: g < +=Vg >, L(f (2 0),y")
Apply update: 8 < 0 — €eg
end while

« samples drawn i.i.d from data generating dist.

» guaranteed to converge if Y ea=0c0 and ) e <o
k=1 k=1

« decrease learning rate over time

http://deeplearningbook.org 12
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Local Minima

,For many years, most practitioners believed that
local minima were a common problem plaguing
neural network optimization. Today, that does not
appear to be the case. The problem remains an
active area of research, but experts now suspect
that, for sufficiently large neural networks,
most local minima have a low cost function value,
and that it is not important to find a true global
minimum rather than to find a point in parameter
space that has low but not minimal cost.”

http://deeplearningbook.org 14
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Plateaus, Saddle Points
and Other Flat Regions

» saddle points
— local min and local max w.r.t. different views

— expected to be more common than local minima
in high-dimensional cost functions

— gradient descent empirically seems to be able to
escape saddle points in many cases

» flat regions of constant value
— very problematic for all numerical opt. methods

15
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Exploding Gradients

BN

» especially common in RNNs

* remedy: gradient clipping
(keep direction but limit step size)

J(w,b)

18
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Gewichts-Updateregel:
w(t +1) = w(t) + Aw(t)
Standard-Backpropagation:
AW() = — Viwe(t)
Manhattan-Training:
Aw(t) = —n sgnVwe(t))

d.h. es wird nur die Richtung (Vorzeichen) darderung beachtet und eine feste
Schrittweite gewhlt

Moment-Term:

Aw(t) = —ZVwe(t) + 5 Aw(t — 1),

d.h. bei jedem Schritt wird noch ein gewisser Anteil deseviggnAnderungsschritts
mit bemcksichtigt, was zu einer Beschleunigualgrén kann
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Epoche | W Fehler
O| 3.00f 3.50| 1.295
20| 3.76| 2.20| 0.985
40| 3.70] 1.82| 0.970
60| 3.48| 1.53| 0.957
80| 3.11| 1.25| 0.934

100 2.49| 0.88| 0.880
120, 1.27| 0.22| 0.676
140|! 0.21|! 1.04| 0.292
160|! 0.86|! 2.08| 0.140
180! 1.21|! 2.74| 0.084
200! 1.45|! 3.19| 0.058
220! 1.63|! 3.53| 0.044

ohne Momentterm

Epoche ! W Fehler
O] 3.00] 3.50| 1.295
10| 3.80, 2.19| 0.984
201 3.75| 1.84| 0.971
30| 3.56| 1.58| 0.960
40| 3.26| 1.33| 0.943
50| 2.79, 1.04| 0.910
60| 1.99| 0.60| 0.814
70 0.54|! 0.25| 0.497
80! 053|! 1.51| 0.211
90 (! 1.02|! 236| 0.113

100! 1.31|! 292| 0.073
110! 1.52| ! 3.31| 0.053
120| ! 1.67|! 3.61| 0.041

mit Momentterm
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W 0- Ly
I 24 I/
4 |
14 12 0
. !
ohne Momentterm mit Momentterm mit Momentterm

Punkte zeigen die Position alle 20 (ohne Momentterm)
oder alle zehn Epochen (mit Momentterm).

Lernen mit Momentterm ist ungair doppelt so schnell.
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Beispielfunktion: f(x) = gx“! w3+ 1321 15+,
i xi |[foa)[  f(x) I X 6 I
0] 0.200| 3.112|!' 11147, 0.011
1/0211| 2990/ ! 10811 0.021 5 -
210.232| 2771 ! 10196 0.029
310.261| 2488 ! 9.368| 0.035 4 1
410.296| 2173 ! 8397 0.040
510337 1.856| ! 7.348| 0.044 31
6| 0.380| 1.559| ! 6.277| 0.046 2 |
710.426| 1.298| ! 5228 0.046
810472 1.079| ! 4235 0.046 1 -
910518| 0907 ! 3.319| 0.045
10| 0.562| 0.777 02 7 A A

Gradientenabstieg mit Momenttermg 0.9)
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Algorithm 8.2 Stochastic gradiert desceni(SGD) with momentum

Require: Learning rate !, momentum parameter" .
Require: Initial parameter!, initial velocity v.
while stopping criterion not met do
Samplea minibatch of m examplesfrom the training set{x@,...,x(M} with
corresponding targets y ().

! | .
Compute gradient estimate: g " 2#, . L(f(x1;1),y1))

m
Compute velocity update: v" "v! Ig
Apply update: ! " ! +v

end while 9&&,8990",%'13*.*1:--:<-31 67
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Momentum: Further Reading
Why Momentum Really Works

Starting Point

Optimum

Solution

We often think of Momentum as a means of dampening oscillations

and speeding up the iterations, leading to faster convergence. But it
® ® has other interesting behavior. It allows a larger range of step-sizes
to be used, and creates its own oscillations. What is going on?

https://distill.pub/2017/momentum/

Step-size a = 0.02 Momentum B = 0.99

24
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ML Grundlagen:

Bias, Variance & Regularisierung

25



Under- vs. Overfitting

Degree 1 Degree 4 Degree 15
MSE = 4.08e-01(+/- 4.25e-01) MSE = 4.32e-02(+/- 7.08e-02) MSE = 1.82e+08(+/- 5.47e+08)
— Model — Model — Model
— True function — True function — True function
e®e Samples e®e Samples e®e Samples

How to improve generalization performance?
 underfitting: more training or increase model capacity
« overfitting: less training or decrease model capacity

26
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Prinzip des Trainings- und Validierungsdatenansatzes:

Underbtting: Ist die Anzahl an versteckten Neuronen zu gering, ist das MLI
of nicht in der Lage, die Alaimgigkeit zwischen Ein- und Ausgabedateazise
genug darzustellen, da hierfweitere Parameter betigt werden.

Overptting: Mit einer zu gro8en Anzahl an Neuronen (zur Mguhg stehen-
den Parametern) stellt das MLP nicht nur die Ablgigkeit zwischen Ein- und
Ausgabedaten dar, sondern auch ungiesehte nebem&hliche Zusammenhge
des Trainingsdatensatzes.

Overbtting &hrt meistens zu einem im Vergleich zum Trainingsdateggagzeren
Fehler auf dem Validierungsdaten. Der Grund taiesihd die wahrscheinlich leicht
anderen zw#dlligen Zusammemimge im Validierungsdatensatz.

Overpbtting kann durch die geeignete Wahl an verstecktemoNen beaglich
eines minimalen Fehlers auf den Validierungsdaten venmveerden.
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Die beschriebene Methode zur Aufteilung der Daten in Tig#iund Validierungs-
daten wird manchmal auch Kreuzvalidierung genannt.

Typischer ist jedoch die folgende Beschreibung von Kridizevang:

Der vorhandene Datensatz wirdnngleichgro8e Teile aufgeteilt.
(n-fache Kreuzvalidierung)

Ist die Ausgabe nominal (auch symbolisch oder kategormaangt), wird die
Aufteilung so vorgenommen, dass die relative Anzahl deyadesverte konstant
wber die Anzahl der Teildateatze ist.

Dieses Vorgehen wird auch Stratibkation genannt.

Aus diesem Teildatenatzen werdem Trainings- und Validierungsdatenpaare
geformt indem jeweila ! 1 Teildatenstze den Trainingsdatensatz bilden und
derubrige Teildatensatz zur Evaluierung verwendet wird.



Error
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— - 'Training error

Underfitting zone| Overfitting zone . .
& & ——  (Generalization error

I Generalization gap
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L1 Regularization

JU;X,y)="3(0 ;X ,y) +al (1)

where " (@)!=1|w||L = W |

equilibrium W
encourages sparsity <..:>>
feature selection e W
mechanism
(features with weight e AR \
0 can be discarded) w1

http://deeplearningbook.org | Chapter 7.1 37
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Training Set Accuracy
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Overfitting

!

Test Set Accuracy Early Stopping

Epoch

>
Epoch
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https://deeplearning4j.org/docs/latest/deeplearning4j-nn-early-stopping
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mit Dropout

Gewunschte Eigenschatt:
Robustheit bei Ausfall von Neuronen

Ansatz beim Lernen:
' Nutze nur p% der Neuronemp € 50

I Wahle diese zaflig

Ansatz beim Anwenden:
' Nutze 100% der Neuronen

I Multipliziere alle Gewichte mit p
Ergebnis:

I Robustere Repsentation

I Verbesserte Generalisierung

I VerringerteOberanpassung



More Regularization Techniques
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error
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https://kevinzakka.github.io/2016/09/26/applying-deep-learning/
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Human-level
Bias ?/+4,=/3:*@
Training set
Variance
Train-Dev
Train-Test mismatch
Test-Dev
Test
Overfitting of dev
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C )
Bigger model
Yes .
High Training Error g Train longer >3 ,/&?
New architecture
/\\ J
No s ™
W Regularizati
Y, egularization _ *
e > More Data >+/— ,/'@ 7

New architecture

N J
No L /\ More data similar to >$:/ .—$*&$

Yes
High Test-Dev Error test

Data synthesis </$/AB ’ &B/$@#
|

New architecture
. Yes *— *
High Test Error J More dev data >4+ —C,$A< +

High Train-Dev ErrorJ

No
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Further Reading

 http://mlyearning.org/

 http://mlexplained.com/2018/04/24/overfittin

g-isnt-simple-overfitting-re-explained-with-
priors-biases-and-no-free-lunch/

47
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http://mlexplained.com/2018/04/24/overfitting-isnt-simple-overfitting-re-explained-with-priors-biases-and-no-free-lunch/

