
FACULTY OF
COMPUTER SCIENCE

!"#$%&'(")!"*+"
,'-.'(" /0'1.12#&3*.%&"&/!"*+"
!"#$%&'"%()*+%&,-./012/*&,1#.-"

3"12$242/5)*1-552+-*4-6/.
)*012171&$8"&)*1-552+-*1-&9##:-"2-"-*;-&,<01-=-&
>/?751@1&$8"&)*$#"=/12?&
01#.-"A#B+7%;-

mailto:stober@ovgu.de


!"#$% &'()*+,-%"#*.,)
!"#$%&"'()*%#+),#$)-.'/-0$)1),"').0%$2 &"+"(#.3"'4'*#+)".35'#.#+5*)*'/!-&'6)(".').0%$2

78'*#.)$5'39"3:*;

The overall structure of this loss function is depicted in
Fig. 1(b).

2.4. Learning

The goal of learning is to Þnd the optimal value of the ba-
sis functionsD, as well as the value of the parameters in the
regressorW , thus minimizingL IP in Eqn. 4. Learning pro-
ceeds by an on-line block coordinate gradient descent algo-
rithm, alternating the following two steps for each training
samplex.

1. Keeping the parametersW andD constant, minimize
L IP of Eqn. (4) with respect toz, starting from the
initial value provided by the regressorF (x; W ).

2. Using the optimal value of the coefÞcientsz provided
by the previous step, update the parametersW andD
by one step of stochastic gradient descent. The update
is: U ! U " ! ! L IP

! U , whereU collectively denotes
{ W, D} and! is the step size. The columns ofD are
then re-scaled to unit norm.

We set" = 1 for all experiments. We found that training the
set of basis functionsD Þrst, then subsequently training the
regressor, yields similar performance in terms of recogni-
tion accuracy. However, when the regressor is trained after-
wards, the approximate representation is usually less sparse
and the overall training time is considerably longer.

2.5. Evaluation

Once the parameters are learned, computing the invariant
representationv can be performed by a simple feed-forward
propagation through the regressorF (x; W ), and then prop-

agatingz into v throughvi =
! "

j ! Pi
wj z2

j . Note that

no reconstruction ofx using the set of basis functionsD
is necessary any longer. An example of this feed forward
recognition architecture is given in Fig. 6.

The addition of this feed-forward module for predicting
z, and hence,v is crucial to speeding up the run-time per-
formance, since no optimization needs to be run after train-
ing. Experiments reported in a technical report on the non-
invariant version of Predictive Sparse Decomposition [9]
show that thez produced by this approximate representa-
tion gives a slightly superior recognition accuracy to thez
produced by optimizing ofL I .

Finally, other families of regressor functions were tested
(using different kinds of thresholding non-linearities),but
the one chosen here achieves similar performance while
having the advantage of being very simple. In fact the Þl-
tersM learned by the prediction function closely match the
basis functionsD used for reconstruction during training,
having the same topographic layout.

Figure 2. Topographic map of feature detectors learned from nat-
ural image patches of size 12x12 pixels by optimizingL IP a in
Eqn. 4. There are 400 Þlters that are organized in 6x6 neighbor-
hoods. Adjacent neighborhoods overlap by 4 pixels both horizon-
tally and vertically. Notice the smooth variation within a given
neighborhood and also the circular boundary conditions.
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Figure 3. Analysis of learned Þlters by Þtting Gabor functions,
each dot corresponding to a feature. Left: Center location of Þtted
Gabor. Right: Polar map showing the joint distribution of orienta-
tion (azimuthally) and frequency (radially) of Gabor Þt.

3. Experiments

In the following section, before exploring the properties
of the invariant features obtained, we Þrst study the topo-
graphic map produced by our training scheme. First, we
make an empirical evaluation of the invariance achieved by
these representations under translations and rotations ofthe
input image. Second, we assess the discriminative power of
these invariant representations on recognition tasks in three
different domains: (i) generic object categories using the
Caltech 101 dataset; (ii) generic object categories from a
dataset of very low resolution images and (iii) classiÞcation
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Struktur eines verallgemeinerten Neurons

Rudolf Kruse, Alexander Dockhorn Neuronale Netze 8
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Rudolf Kruse, Christoph Doell Neuronale Netze 3

Eigenschaften von Radiale-Basisfunktionen-Netzen (RBF- Netzen)

RBF-Netze sind streng geschichtete, vorw¬artsbetriebene neuronale Netze mit
genau einer versteckten Schicht.

Als Netzeingabe- und Aktivierungsfunktion werden radialeBasisfunktionen ver-
wendet.

Jedes Neuron erh¬alt eine Art
Ó
EinzugsgebietÒ.

Die Gewichte der Verbindungen von der Eingabeschicht zu einem Neuron geben
das Zentrum an.
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Radiale-Basisfunktionen-Netze

Rudolf Kruse, Christoph Doell Neuronale Netze 4

Ein radiale-Basisfunktionen-Netz (RBF-Netz) ist ein neuronales Netz
mit einem Graph G = (U,C), das die folgenden Bedingungen erfüllt:

(i) Uin ! Uout = " ,

(ii) C = (Uin # Uhidden) $ C%, C%& (Uhidden # Uout)

Die Netzeingabefunktion jedes versteckten Neurons ist eine Abstandsfunktion
zwischen dem Eingabevektor und dem Gewichtsvektor, d.h.

' u ( Uhidden : f
(u)
net ( !wu, !inu) = d( !wu, !inu),

wobei d : IRn # IRn ) IR+
0 eine Funktion ist, die ' !x, !y, !z ( IRn : erfüllt:

(i) d(!x, !y) = 0 * !x = !y,

(ii) d(!x, !y) = d(!y, !x) (Symmetrie),

(iii) d(!x, !z) + d(!x, !y) + d(!y, !z) (Dreiecksungleichung).
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Rudolf Kruse, Christoph Doell Neuronale Netze 5

Veranschaulichung von Abstandsfunktionen

dk(!x, !y) =

!

"
n#

i=1
|xi ! yi |

k

$

%

1
k

Bekannte Spezialf¬alle dieser Familie sind:

k = 1 : Manhattan-Abstand ,
k = 2 : Euklidischer Abstand,
k " # : Maximum-Abstand, d.h.d# (!x, !y) = max n

i=1|xi ! yi |.

k = 1 k = 2 k " #

(alle Punkte auf dem Kreis bzw. den Vierecken haben denselben Abstand zum Mit-
telpunkt, entsprechend der jeweiligen Abstandsfunktion)

"#$%&'(%#)*+,#-#.
/&$012(3+$4(56$%3#&$.$



!

!"#$"%&' (")$)*+,-.$/,&, ' 0&.1&
Radiale-Basisfunktionen-Netze

Rudolf Kruse, Christoph Doell Neuronale Netze 6

Die Netzeingabefunktion der Ausgabeneuronen ist die gewichtete Summe ihrer Ein-
gaben, d.h.

! u " Uout : f (u)
net( !wu, !inu) = !wu!inu =

!

v" pred (u)
wuv outv .

Die Aktivierungsfunktion jedes versteckten Neurons ist eine sogenannteradiale Funk-
tion , d.h. eine monoton fallende Funktion

f : IR+
0 # [0, 1] mit f (0) = 1 und lim

x#$
f (x) = 0.

Die Aktivierungsfunktion jedes Ausgabeneurons ist eine lineare Funktion

f (u)
act(netu, "u) = netu %"u.

(Die lineare Aktivierungsfunktion ist wichtig f¬ur die Initialisierung.)
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Radiale Aktivierungsfunktionen

Rudolf Kruse, Christoph Doell Neuronale Netze 7

Rechteckfunktion:
f act(net, ! ) =

!
0, falls net > ! ,
1, sonst.

net
0

1

!

Dreiecksfunktion:
f act(net, ! ) =

!
0, falls net > ! ,
1 ! net

! , sonst.

net
0

1

!

Kosinus bis Null:

f act(net, ! ) =

"
0, falls net > 2! ,
cos( !

2"
net)+1
2 , sonst.

net
0

1

! 2!

1
2

Gau§sche Funktion:

f act(net, ! ) = e! net 2

2" 2

net
0

1

! 2!

e! 1
2

e! 2
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Rudolf Kruse, Christoph Doell Neuronale Netze 8

Radiale-Basisfunktionen-Netz f ¬ur die Konjunktion x1 ! x2

1
2 0

x1

x2

1

1

1 y

0 1

1

0

x1

x2

Radiale Funktion ist hier Rechtecks-
funktion mit Zentrum (1,1)
und Referenzradius! = 1

2
Euklidischer Abstandd( "w, "x) " !
Biaswert0 im Ausgabeneuron

F¬ur (x1, x2) = (0.8, 0.9)
d((1.0, 1.0), (0.8, 0.9)) " 1

2!
(1.0# 0.8)2 + (1.0# 0.9)2 " 1

2$
0.014" 1

2 gilt
% RBF-Neuron feuert
y = 1 á1# 0 = 1
% Ausgabeneuron feuert
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Radiale-Basisfunktionen-Netz f ¬ur die Konjunktion x1 ! x2

6
5 " 1

x1

x2

0

0

" 1 y

0 1

1

0

x1

x2

Radiale Funktion ist hier Rechtecks-
funktion mit Zentrum (0,0)
und Referenzradius! = 6

5
Euklidischer Abstandd( "w, "x) # !
Biaswert" 1 im Ausgabeneuron

F¬ur (x1, x2) = (0.8, 0.9)
d((0.0, 0.0), (0.8, 0.9)) # 6

5!
(0.0" 0.8)2 + (0.0" 0.9)2 # 6

5$
1.45# 6

5 gilt nicht
% RBF-Neuron feuert nicht
y = 0 á(" 1) " (" 1) = 1
% Ausgabeneuron feuert
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Radiale-Basisfunktionen-Netz f ¬ur die Biimplikation x1 ! x2

Idee: logische Zerlegung

x1 ! x2 " (x1 # x2) $ Â(x1 $ x2)

1
2

1
2

0

x1

x2

1
1
0

0

1

1

y

0 1

1

0

x1

x2
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x

y

x1 x2 x3 x4

x

y

x1 x2 x3 x4

y1

y2

y3

y4

y1

y2

y3

y4

0
1 áy4

0
1 áy3

0
1 áy2

0
1 áy1

Ann¬aherung der Originalfunktion durch Stufenfunktionen, deren Stufen durch einzelne
Neuronen eines RBF-Netzes dargestellt werden k¬onnen (vgl. MLPs).
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Radiale-Basisfunktionen-Netze: Funktionsapproximatio n
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!

!

!

!

0x

...

x1

x2

x3

x4
...

...

...

y1

y2

y3

y4
...

...

y

! = 1
2! x = 1

2(xi+1 � xi )

Ein RBF-Netz, das die Treppenfunktion von der vorherigen Folie bzw. die st¬uckweise
lineare Funktion der folgenden Folie berechnet (dazu muss nur die Aktivierungsfunk-
tion der versteckten Neuronen ge¬andert werden).
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x

y

x1 x2 x3 x4

x

y

x1 x2 x3 x4

y1

y2

y3

y4

y1

y2

y3

y4

0
1

0
1

0
1

0
1

! ! ! ! ! !

"""""" áy4

! ! ! ! ! !

"""""" áy3

! ! ! ! ! !

"""""" áy2

! ! ! ! ! !

"""""" áy1

Darstellung einer st¬uckweise linearen Funktion durch eine gewichtete Summe von
Dreiecksfunktionen mit Zentrenxi .
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x

y
2

1

0

! 1

2 4 6 8

x

y
2

1

0

! 1

2 4 6 8

0
1 áw1

0
1 áw2

0
1 áw3

Ann¬aherung einer Funktion durch eine Summe von Gau§kurven mit Radius! = 1.
Es istw1 = 2, w2 = 3 und w3 = ! 2.
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RBF-Netz f ¬ur eine Summe dreier Gau§funktionen

x

2

5

6

1

1

1

1

3

! 2

0 y
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SeiLÞxed= { l1, . . . , lm} eine feste Lernaufgabe,
bestehend ausm Trainingsbeispielenl = (!õ(l), !o (l)).

Einfaches RBF-Netz :
Ein verstecktes Neuronvk, k = 1, . . . , m, f¬ur jedes Trainingsbeispiel

! k " { 1, . . . , m} : !wvk = !õ(lk).

Falls die Aktivierungsfunktion die Gau§funktion ist,
werden die Radien" k nach einer Heuristik gew¬ahlt

! k " { 1, . . . , m} : " k =
dmax#

2m
,

wobei

dmax = max
lj ,lk" LÞxed

d
!
!õ(lj ),!õ(lk)

"
.

#$%&'()*+,%-. /01+234- 56%1-1-7+*41+81494-:
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Rudolf Kruse, Christoph Doell Neuronale Netze 18

Initialisieren der Verbindungen von den versteckten zu den Ausgabeneuro-
nen

! u :
m!

k=1
wuvm out(l)vm " ! u = o(l)

u oder (abgek¬urzt) A á"wu = "ou,

wobei"ou = ( o(l1)
u , . . . , o(lm)

u )# der Vektor der gew¬unschten Ausgaben ist,! u = 0, und

A =

"

#
#
#
#
#
#
$

out(l1)
v1 out(l1)

v2 . . . out(l1)
vm

out(l2)
v1 out(l2)

v2 . . . out(l2)
vm... ... ...

out(lm)
v1 out(lm)

v2 . . . out(lm)
vm

%

&
&
&
&
&
&
'

.

Ergebnis: Lineares Gleichungssystem, das durch Invertieren der MatrixA gel¬ost wer-
den kann:

"wu = A " 1 á"ou.

#$%&'()*)+,)-.)+-
/)+%,)01,)2-304504,-
67+-'88)-9+'5252&%()5%:5)8)
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Einfaches RBF-Netz f ¬ur die Biimplikation x1 ! x2

x1 x2 y

0 0 1
1 0 0
0 1 0
1 1 1

1
2

1
2

1
2

1
2

0

x1

x2

0
0

1

0

0

1
1

1

w1

w2

w3

w4

y
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Einfaches RBF-Netz f ¬ur die Biimplikation x1 ! x2

A =

!

"
"
"
"
#

1 e" 2 e" 2 e" 4

e" 2 1 e" 4 e" 2

e" 2 e" 4 1 e" 2

e" 4 e" 2 e" 2 1

$

%
%
%
%
&

A " 1 =

!

"
"
"
"
"
"
#

a
D

b
D

b
D

c
D

b
D

a
D

c
D

b
D

b
D

c
D

a
D

b
D

c
D

b
D

b
D

a
D

$

%
%
%
%
%
%
&

wobei
D = 1 " 4e" 4 + 6e" 8 " 4e" 12+ e" 16 # 0.9287
a = 1 " 2e" 4 + e" 8 # 0.9637
b = " e" 2 + 2e" 6 " e" 10 # " 0.1304
c = e" 4 " 2e" 8 + e" 12 # 0.0177

!wu = A " 1 á!ou =
1
D

!

"
"
"
"
#

a + c
2b
2b

a + c

$

%
%
%
%
&

#

!

"
"
"
"
#

1.0567
" 0.2809
" 0.2809

1.0567

$

%
%
%
%
&
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Einfaches RBF-Netz f ¬ur die Biimplikation x1 ! x2

einzelne Basisfunktion

x2

x1

1

" 1
0

1
2

" 1 0 1 2

act

alle Basisfunktionen

x2

x1

1

" 1
0

1
2

" 1 0 1 2

act

Ausgabe

x2

x1

1

" 1
0

1
2

" 1 0 1 2

y

(1,0)

Die Initialisierung f¬uhrt bereits zu einer perfekten L¬osung der Lernaufgabe.

Weiteres Trainieren ist nicht notwendig.

"#$%&$'())$ *+
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Radiale-Basisfunktionen-Netze: Initialisierung
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Normale Radiale-Basisfunktionen-Netze:
W¬ahle Teilmenge vonk Trainingsbeispielen als Zentren aus.

A =

!

"
"
"
"
"
"
#

1 out(l1)
v1 out(l1)

v2 . . . out(l1)
vk

1 out(l2)
v1 out(l2)

v2 . . . out(l2)
vk... ... ... ...

1 out(lm)
v1 out(lm)

v2 . . . out(lm)
vk

$

%
%
%
%
%
%
&

A á!wu = !ou

Berechne (MooreÐPenrose)-Pseudoinverse:

A + = ( A ! A )" 1A ! .

Die Gewichte k¬onnen dann durch

!wu = A + á!ou = ( A ! A )" 1A ! á!ou
berechnet werden.

#$%&'()* (+) ,-.'/0 1
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Normales RBF-Netz f ¬ur die Biimplikation x1 ! x2

W¬ahle zwei Trainingsbeispiele aus:

l1 = (!õ(l1), !o (l1)) = ((0, 0), (1))

l4 = (!õ(l4), !o (l4)) = ((1, 1), (1))

1
2

1
2

"

x1

x2

1
1

0
0

w1

w2

y
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RBF-Netz-Initialisierung: Beispiel
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Normales RBF-Netz f ¬ur die Biimplikation x1 ! x2

A =

!

"
"
"
"
#

1 1 e" 4

1 e" 2 e" 2

1 e" 2 e" 2

1 e" 4 1

$

%
%
%
%
&

A + = ( A # A )" 1A # =

!

"
#

a b b a
c d d e
e d d c

$

%
&

wobei

a $ " 0.1810, b $ 0.6810,
c $ 1.1781, d $ " 0.6688, e $ 0.1594.

Gewichte:

!wu =

!

"
#

" "
w1
w2

$

%
& = A + á!ou $

!

"
#

" 0.3620
1.3375
1.3375

$

%
& .
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Normales RBF-Netz f ¬ur die Biimplikation x1 ! x2

basis function (0,0)

x2

x1

1

" 1
0

1
2

" 1 0 1 2

act

basis function (1,1)

x2

x1

1

" 1
0

1
2

" 1 0 1 2

act

output

y
1

0
" 0.36

(1,0)

Die Initialisierung f¬uhrt bereits zu einer perfekten L¬osung der Lernaufgabe.

Dies ist Zufall, da das lineare Gleichungssystem wegen linear abh¬angiger Glei-
chungen nicht¬uberbestimmt ist.
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Bestimmung passender Zentren f ¬ur die RBFs

Ein Ansatz:k-means-Clustering

1. W¬ahlek zuf¬allig ausgew¬ahlte Trainingsbeispiele als Zentren.

2. Weise jedem Zentrum die am n¬achsten liegenden Trainingsbeispiele zu.

3. Berechne neue Zentren als Schwerpunkt der dem Zentrum zugewiesenen Trai-
ningsbeispiele.

4. Wiederhole Schritte 2 und 3 bis zur Konvergenz,
d.h. bis sich die Zentren nicht mehr¬andern.

5. Nutze die sich ergebenden Zentren f¬ur die Gewichtsvektoren der versteckten
Neuronen.

Alternativer Ansatz:Lernende Vektorquantisierung (Details: n¬achste Vorlesung)
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Radiale-Basisfunktionen-Netze: Training
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Training von RBF-Netzen :
Herleitung der Update-Regeln ist analog zu der f¬ur MLPs.

Gewichte von den versteckten zu den Ausgabeneuronen.

Gradient:

!! !wue(l)
u =

" e(l)
u

" !wu
= " 2(o(l)

u " out(l)u ) !in(l)
u ,

Gewichts¬anderungsregel:

! !w(l)
u = "

#3
2

!! !wue(l)
u = #3(o(l)

u " out(l)u ) !in(l)
u

(Zwei weitere Lernraten sind notwendig f¬ur die Positionen der Zentren und der Radi-
en.)
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Training von RBF-Netzen :
Zentren: (Gewichte von Eingabe- zu versteckten Neuronen).

Gradient:

!! !wve(l) =
" e(l)

" !wv
= " 2

!

s#succ(v)
(o(l)

s " out(l)s )wsu
" out(l)v

" net(l)v

" net(l)v

" !wv

Gewichts¬anderungsregel:

! !w(l)
v = "

#1
2

!! !wve(l) = #1
!

s#succ(v)
(o(l)

s " out(l)s )wsv
" out(l)v

" net(l)v

" net(l)v

" !wv
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Training von RBF-Netzen :
Zentren: (Gewichte von Eingabe- zu versteckten Neuronen).

Spezialfall:Euklidischer Abstand

! net(l)v

! "wv
=

!

"
n#

i=1
(wvpi ! out(l)pi )2

$

%

! 1
2

( "wv ! "in(l)
v ).

Spezialfall:Gau§sche Aktivierungsfunktion

! out(l)v

! net(l)v
=

! f act( net(l)v , #v)

! net(l)v
=

!

! net(l)v
e
!

&
net(l)v

' 2

2#2
v = !

net(l)v

#2
v

e
!

&
net(l)v

' 2

2#2
v .
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Training von RBF-Netzen :
Radien der radialen Basisfunktionen.

Gradient:
! e(l)

!" v
= ! 2

!

s" succ(v)
(o(l)

s ! out(l)s )wsu
! out(l)v

!" v
.

Gewichts¬anderungsregel:

! " (l)
v = !

#2
2

! e(l)

!" v
= #2

!

s" succ(v)
(o(l)

s ! out(l)s )wsv
! out(l)v

!" v
.

Spezialfall:Gau§sche Aktivierungsfunktion

! out(l)v

!" v
=

!
!" v

e
!

"
net(l)v

#2

2" 2
v =

$

net(l)v

%2

" 3
v

e
!

"
net(l)v

#2

2" 2
v .
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Verallgemeinerung der Abstandsfunktion

Idee: Benutze anisotrope (richtungsabh¬angige) Abstandsfunktion.

Beispiel:Mahalanobis-Abstand

d(!x, !y) =
!

(!x ! !y)" ! ! 1(!x ! !y).

Beispiel:Biimplikation

1
3 0

x1

x2

1
2

1
2

1 y

! =

"
9 8
8 9

#

0 1

1

0

x1

x2

#$%&'(&)*+&,'(- ./0')1&' 2



!"

!"#$"%&"'
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Vorteile
¥ einfache Feedforward-Architektur

¥ leichte Anpassbarkeit

¥ daher schnelle Optimierung und Berechnung

Anwendung
¥ kontinuierlich laufende Prozesse, die schnelle Anpassungerfordern

¥ Approximierung

¥ Mustererkennung

¥ Regelungstechnik

im Folgenden: Beispiel aus [Schwenker et al. 2001]
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Beispiel: Erkennung von handgeschriebenen Zi! ern
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Datensatz: 20.000 handgeschriebene Zi! ern (2.000 Beispiele pro Klasse)

normiert in H¬ohe und Breite, dargestellt durch16! 16GrauwerteGij " { 0, . . . , 255}

Daten stammen vom EU-Projekt StatLog [Michie et al. 1994]
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10.000 Trainingsbeispiele und 10.000 Testbeispiele (je 1.000 Beispiele pro Klasse)

Trainingsdaten f¬ur Erlernen der KlassiÞkatoren, Testdaten zur Evaluierung

Initialisierung mittelsk-means-Clustering mit 200 Prototypen (20 pro Klasse)

Methode Erkl¬arung Testgenauigkeit
C4.5 Entscheidungsbaum 91.12%
RBF k-means f¬ur RBF-Zentren 96.94%
MLP eine versteckte Schicht mit 200 Neuronen97.59%

hier: Median der Testgenauigkeiten von drei Trainings- undTestdurchl¬aufen
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Beispiel: k-means-Cluster zur RBF-Initialisierung
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dargestellt: die 60 Cluster-Zentren der Zi! ern nachk-means-Clustering

f¬ur jede Zi! er k = 6, wobei Algorithmus stets separat lief

Zentren wurden initialisiert durch zuf¬allig gew¬ahlte Beispiele der Trainingsdaten
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Beispiel: gefundene RBF-Zentren nach 3 Durchl ¬aufen
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dargestellt: die 60 RBF-Zentren der Zi! ern nach 3 R¬uckpropagationsphasen des
RBF-Netzes

kaum Unterschiede zuk-means erkennbar, aber. . .
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Beispiel: Vergleich von k-means und RBF-Netz

Rudolf Kruse, Christoph Doell Neuronale Netze 37

hier: Euklidischer Abstand der 60 RBF-Zentren vor und nach dem Training

Zentren sind so nach Klassen sortiert, dass ersten 6 Spalten/Zeilen die Zi! er 0
repr¬asentieren, n¬achsten 6 Spalten/Zeilen die Zi! er 1, usw.

Abst¬ande kodiert als Grauwerte: je kleiner der Abstand, desto dunkler

Links: viele kleine Abst¬ande zw. Zentren unterschiedlicher Klassen (z.B. 2Ð3 oder
8Ð9)

Diese kleinen Abst¬ande f¬uhren oft zu FehlklassiÞkationen

Rechts: nach dem Training lassen sich keine kleinen Abst¬ande mehr Þnden


