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Recap: RBF-Netze

RBF-Netz-Initialisierung: Beispiel

Rudolf Kruse, Christoph Doell Neuronale Netze 25

Normales RBF-Netz für die Biimplikation x1 $ x2
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Die Initialisierung führt bereits zu einer perfekten Lösung der Lernaufgabe.

Dies ist Zufall, da das lineare Gleichungssystem wegen linear abhängiger Glei-
chungen nicht überbestimmt ist.

RBF-Netz-Initialisierung: Beispiel

Rudolf Kruse, Christoph Doell Neuronale Netze 23

Normales RBF-Netz für die Biimplikation x1 $ x2

Wähle zwei Trainingsbeispiele aus:

l1 = (~ı (l1),~o (l1)) = ((0, 0), (1))

l4 = (~ı (l4),~o (l4)) = ((1, 1), (1))
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Radiale Aktivierungsfunktionen
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Rechteckfunktion:
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Abstandsfunktionen
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Veranschaulichung von Abstandsfunktionen

dk(~x, ~y) =

0
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nX

i=1
|xi ! yi|
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Bekannte Spezialfälle dieser Familie sind:

k = 1 : Manhattan-Abstand ,
k = 2 : Euklidischer Abstand,
k " # : Maximum-Abstand, d.h. d# (~x, ~y) = max n

i=1|xi ! yi|.

k = 1 k = 2 k " #

(alle Punkte auf dem Kreis bzw. den Vierecken haben denselben Abstand zum Mit-
telpunkt, entsprechend der jeweiligen Abstandsfunktion)

fnet: Abstandsfunktion

fact: radiale Aktivierungsfunktion

fnet: gewichtete Summe
fact: lineare Funktion

nur 1 versteckte Schicht



Lernende Vektorquantisierung
(engl. Learning Vector Quantization) 
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Bisher: festes Lernen, jetzt freies Lernen, d.h. es existieren keine festgelegten
Klassenlabels oder Zielwerte für jedes Lernbeispiel

Grundidee: ähnliche Eingaben führen zu ähnlichen Ausgaben

Ähnlichkeit zum Clustering: benachbarte (ähnliche) Datenpunkte im Eingabe-
raum liegen auch im Ausgaberaum benachbart
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Vektorquantisierung

Rudolf Kruse Neuronale Netze 4

Voronoidiagramm einer Vektorquantisierung

Punkte repr¬asentieren Vektoren, die zur Quantisierung der Fl¬ache genutzt wer-
den.

Linien sind die Grenzen der Regionen, deren Punkte am n¬achsten zu dem darge-
stellten Vektor liegen.
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Lernende Vektorquantisierung

Rudolf Kruse Neuronale Netze 5

Finden von Clustern in einer gegebenen Menge von Punkten

Datenpunkte werden durch leere Kreise dargestellt (! ).

Clusterzentren werden durch gef¬ullte Kreise dargestellt (¥).
"#$%$&$'()$*+,&$'-
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Lernende Vektorquantisierung
Lernende Vektorquantisierung, Netzwerk

Rudolf Kruse Neuronale Netze 6

Ein Lernendes Vektorquantisierungsnetzwerk (LVQ) ist ein neuronales Netz
mit einem GraphenG = (U,C), das die folgenden Bedingungen erf¬ullt:

(i) Uin ! Uout = " , Uhidden = "

(ii) C = Uin # Uout

Die Netzeingabefunktion jedes Ausgabeneurons ist eineAbstandsfunktion
zwischen Eingabe- und Gewichtsvektor, d.h.

$u %Uout : f
(u)
net ( !wu, !inu) = d( !wu, !inu),

wobeid : IRn # IRn & IR+
0 eine Funktion ist, die$!x, !y, !z %IRn :

(i) d(!x, !y) = 0 ' !x = !y,

(ii) d(!x, !y) = d(!y, !x) (Symmetrie),

(iii) d(!x, !z) ( d(!x, !y) + d(!y, !z) (Dreiecksungleichung)
erf¬ullt.
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Abstandsfunktionen
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Veranschaulichung von Abstandsfunktionen

dk(!x, !y) =

!

"
n#

i=1
|xi ! yi |

k

$

%
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k

Bekannte Spezialf¬alle dieser Familie sind:

k = 1 : Manhattan-Abstand ,
k = 2 : Euklidischer Abstand,
k " # : Maximum-Abstand, d.h.d# (!x, !y) = max n

i=1|xi ! yi |.

k = 1 k = 2 k " #

(alle Punkte auf dem Kreis bzw. den Vierecken haben denselben Abstand zum Mit-
telpunkt, entsprechend der jeweiligen Abstandsfunktion)

Minkowski-Familie
von Abstandsfunktionen
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Lernende Vektorquantisierung
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Die Aktivierungsfunktion jedes Ausgabeneurons ist eine sogenannteradiale Funkti-
on, d.h. eine monoton fallende Funktion

f : IR+
0 ! [0, " ] mit f (0) = 1 und lim

x!"
f (x) = 0.

Manchmal wird der Wertebereich auf das Intervall[0, 1] beschr¬ankt.
Durch die spezielle Ausgabefunktion ist das allerdings unerheblich.

Die Ausgabefunktion jedes Ausgabeneurons ist keine einfache Funktion der Aktivie-
rung des Neurons. Sie zieht stattdessen alle Aktivierungenaller Ausgabeneuronen in
Betracht:

f (u)
out(actu) =

!
"

#

1, fallsactu = max
v#Uout

actv,

0, sonst.

Sollte mehr als ein Neuron die maximale Aktivierung haben, wird ein zuf¬allig gew¬ahltes
Neuron auf die Ausgabe 1 gesetzt, alle anderen auf Ausgabe 0:
Winner-Takes-All-Prinzip .
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Radiale Aktivierungsfunktionen
Radiale Aktivierungsfunktionen
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Rechteckfunktion:
f act(net, ! ) =
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0, falls net > ! ,
1, sonst.
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Recap: Allgemeines Neuron

11

Struktur eines verallgemeinerten Neurons

Rudolf Kruse, Alexander Dockhorn Neuronale Netze 8

Ein verallgemeinertes Neuron verarbeitet numerische Werte

uoutv1 = inuv1 !
!

!
!!!
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!
!!!... ...

...
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Netzwerkeingabe Aktivierung Ausgabe

zusätzliche Argumente
der Aktivierungsfunktion

(z.B. Schwellenwert)

externer Input
(nur bei Eingabeneuronen)

eingehende Signale
aus dem Netzwerk

Gewichte

(optional) zusätzliche Argumente
der Netzwerkeingabefunktion

optionale Rückkopplung

Transformation in einen 
gewünschten Wertebereich
(meist lineare Abbildung)

Berechnung der
Netzeingabe (z.B. Summe)

Berechnung der
Aktivierung
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Lernende Vektorquantisierung
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Anpassung der Referenzvektoren (Codebuch-Vektoren)

Bestimme zu jedem Trainingsbeispiel den n¬achsten Referenzvektor.

Passe nur diesen Referenzvektor an (Gewinnerneuron).

Anziehungsregel (Datenpunkt und Referenzvektor haben dieselbe Klasse)

!r (new) = !r (old) + " (!x ! !r (old)),

Absto§ungsregel (Datenpunkt und Referenzvektor haben verschiedene Klassen)

!r (new) = !r (old) ! " (!x ! !r (old)).

#$%&'()*'%*+(*, - %*++ .*&+* /0122*+&+34'51,&4+*+)4'61+(*+ 2&+(

#
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Lernende Vektorquantisierung

Rudolf Kruse Neuronale Netze 11

Anpassung der Referenzvektoren

!r1

!r2

!r3!x

d
" d

Anziehungsregel

!r1

!r2

!r3!x

d " d

Absto§ungsregel

!x: Datenpunkt,!r i : Referenzvektor
" = 0.4 (Lernrate)
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Beispiel
Lernende Vektorquantisierung: Beispiel

Rudolf Kruse Neuronale Netze 12

Anpassung der Referenzvektoren

Links: Online-Training mit Lernrate ! = 0.1,

Rechts: Batch-Training mit Lernrate ! = 0.05.
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Verfall der Lernrate
Lernende Vektorquantisierung: Verfall der Lernrate

Rudolf Kruse Neuronale Netze 13

Problem: feste Lernrate kann zu Oszillationen führen

Lösung: zeitabhängige Lernrate

⌘(t) = ⌘0↵
t , 0 < ↵ < 1, oder ⌘(t) = ⌘0t

,  > 0.

(learning rate decay)
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Lernende Vektorquantisierung: KlassiÞkation
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Verbesserte Anpassungsregel f¬ur klassiÞzierte Daten

Idee: Passe nicht nur den Referenzvektor an, der am n¬achsten zum Datenpunkt
liegt (das Gewinnerneuron), sondern passedie zwei n¬achstliegenden Refe-
renzvektoren.

Sei!x der momentan bearbeitete Datenpunkt undc seine Klasse.
Seien!rj und !rk die zwei n¬achstliegenden Referenzvektoren undzj sowiezk ihre
Klassen.

Referenzvektoren werden nur angepasst, wennzj != zk und entwederc = zj oder
c = zk. (o.B.d.A. nehmen wir an:c = zj.)

Die Anpassungsregelnf¬ur die zwei n¬achstgelegenen Referenzvektoren sind:

!r (new)
j = !r (old)

j + " (!x " !r (old)
j ) und

!r (new)
k = !r (old)

k " " (!x " !r (old)
k ),

wobei alle anderen Referenzvektoren unver¬andert bleiben.
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Fensterregel (“Window Rule”)
Lernende Vektorquantisierung: “Window Rule”

Rudolf Kruse Neuronale Netze 15

In praktischen Experimenten wurde beobachtet, dass LVQ in der Standardausführung
die Referenzvektoren immer weiter voneinander wegtreibt.

Um diesem Verhalten entgegenzuwirken, wurde die window rule eingeführt:
passe nur dann an, wenn der Datenpunkt ~x in der Nähe der Klassifikationsgrenze
liegt.

“In der Nähe der Grenze” wird formalisiert durch folgende Bedingung:

min

 
d(~x,~rj)

d(~x,~rk)
,
d(~x,~rk)

d(~x,~rj)

!

> ✓, wobei ✓ =
1� ⇠

1 + ⇠
.

⇠ ist ein Parameter, der vom Benutzer eingestellt werden muss.

Intuitiv beschreibt ⇠ die “Größe” des Fensters um die Klassifikationsgrenze, in
dem der Datenpunkt liegen muss, um zu einer Anpassung zu führen.

Damit wird die Divergenz vermieden, da die Anpassung eines Referenzvektors
nicht mehr durchgeführt wird, wenn die Klassifikationsgrenze weit genug weg ist.
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Lernende Vektorquantisierung: Erweiterungen

Rudolf Kruse Neuronale Netze 19

Frequency Sensitive Competitive Learning

� Der Abstand zu einem Referenzvektor wird modifiziert, indem berücksichtigt
wird, wieviele Datenpunkte diesem Referenzvektor zugewiesen sind.

Fuzzy LVQ

� Nutzt die enge Verwandschaft zum Fuzzy-Clustering aus.

� Kann als Online-Version des Fuzzy-Clustering angesehen werden.

� Führt zu schnellerem Clustering.

Größen- und Formparameter

� Weise jedem Referenzvektor einen Clusterradius zu.
Passe diesen Radius in Abhängigkeit von der Nähe der Datenpunkte an.

� Weise jedem Referenzvektor eine Kovarianzmatrix zu.
Passe diese Matrix abhängig von der Verteilung der Datenpunkte an.
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Selbstorganisierende Karten

Rudolf Kruse Neuronale Netze 21

Eineselbstorganisierende Karte oderKohonen-Merkmalskarte ist ein neuronales
Netz mit einem GraphenG = (U, C) das folgende Bedingungen erf¬ullt:

(i) Uhidden = ;, Uin \ Uout = ;,

(ii) C = Uin ⇥ Uout.

Die Netzeingabefunktion jedes Ausgabeneurons ist eineAbstandsfunktion zwischen
Eingabe- und Gewichtsvektor. Die Aktivierungsfunktion jedes Ausgabeneurons ist eine
radiale Funktion , d.h. eine monoton fallende Funktion

f : IR+
0 ! [0, 1] mit f (0) = 1 und lim

x!1 f (x) = 0.

Die Ausgabefunktion jedes Ausgabeneurons ist die Identit¬at.
Die Ausgabe wird oft per ÒWinner-Takes-All Ó-Prinzip diskretisiert.
Auf den Ausgabeneuronen ist eineNachbarschaftsbeziehung deÞniert:

dneurons : Uout ⇥ Uout ! IR+
0 .



!"

SOM Nachbarschaft
Selbstorganisierende Karten: Nachbarschaft

Rudolf Kruse Neuronale Netze 22

Nachbarschaft der Ausgabeneuronen: Neuronen bilden ein Gitter

quadratisches Gitter hexagonales Gitter

Dünne schwarze Linien: Zeigen nächste Nachbarn eines Neurons.

Dicke graue Linien: Zeigen Regionen, die einem Neuron zugewiesen sind.
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SOM Nachbarschaft
Selbstorganisierende Karten: Nachbarschaft

Rudolf Kruse Neuronale Netze 23

Nachbarschaft des Gewinnerneurons

Der Nachbarschaftsradius wird im Laufe des Lernens kleiner.
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SOM Struktur
Selbstorganisierende Karten: Struktur

Rudolf Kruse Neuronale Netze 24

Die “Karte” stellt die Ausgabeneuronen mit deren Nachbarschaften dar.
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SOM Struktur
Selbstorganisierende Karten: Struktur

Rudolf Kruse Neuronale Netze 25

Ablauf des SOM-Lernens

1. Initialisierung der Gewichtsvektoren der Karte

2. zufällige Wahl des Eingabevektors aus der Trainingsmenge

3. Bestimmung des Gewinnerneurons über Abstandsfunktion

4. Bestimmung des zeitabhängigen Radius und der im Radius liegenden Nachbar-
schaftsneuronen des Gewinners

5. Zeitabhängige Anpassung dieser Nachbarschaftsneuronen, weiter bei 2.
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Topologieerhaltende Abbildung
Topologieerhaltende Abbildung

Rudolf Kruse Neuronale Netze 26

Abbildungen von Punkten, die im Originalraum nah beieinander sind, sollen
im Bildraum ebenfalls nah beieinander sein.

Beispiel: Robinson-Projektion der Oberfläche einer Kugel

-

Die Robinson-Projektion wird häufig für Weltkarten genutzt.

! eine SOM realisiert eine topologieerhaltende Abbildung.
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SOM Nachbarschaft
Selbstorganisierende Karten: Nachbarschaft

Rudolf Kruse Neuronale Netze 27

Finde topologieerhaltende Abbildung durch Beachtung der Nachbarschaft

Anpassungsregel für Referenzvektor:

~r
(new)
u = ~r

(old)
u + ⌘(t) · fnb(dneurons(u, u⇤), %(t)) · (~x� ~r

(old)
u ),

u⇤ ist das Gewinnerneuron (Referenzvektor am nächsten zum Datenpunkt).

Die Funktion fnb ist eine radiale Funktion.

Zeitabhängige Lernrate

⌘(t) = ⌘0↵
t
⌘, 0 < ↵⌘ < 1, oder ⌘(t) = ⌘0t

⌘, ⌘ > 0.

Zeitabhängiger Nachbarschaftsradius

%(t) = %0↵
t
%, 0 < ↵% < 1, oder %(t) = %0t

%, % > 0.

Abstand auf der Gitterstruktur



• generell nur für freie Lernaufgaben geeignet
(unsupervised Learning) 
– Nachbarschaftsrelation der Klassen i.A. unbekannt
– Zuordnung von Referenzvektoren zu Klassen schwierig

• Zuordnung von Klassen nach dem Training 
möglich
– kein Einfluss auf Training der Karte,

daher nur bedingt nützlich
– Information über Klassenverteilung

30
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Selbstorganisierende Karten: Beispiele

Rudolf Kruse Neuronale Netze 29

Beispiel: Entfalten einer zweidimensionalen SOM

Entfaltung einer 10x10-Karte

trainiert mit zuf¬alligen Mustern aus[! 1, 1]" [! 1, 1] trainiert wird

Initialisierung mit Referenzvektoren aus dem uniformverteilten Intervall[! 0.5, 0.5]

Gau§sche Nachbarschaftsfunktionf nb(dneurons(u, u#), ! (t)) = e
! dneurons(u,u#)2

2! (t)2

Zeitabh¬angiger Nachbarschaftradius! (t) = 2.5át! 0.1

Zeitabh¬angige Lernrate" (t) = 0.6át

Die n¬achsten Folien zeigen die SOM nach 10, 20, 40, 80 und 160 Trainingsschritten. In
jedem Trainingsschritt wird ein Trainingsbeispiel verarbeitet. Schattierungen innerhalb
des GraÞk zeigen die Neuronenaktivierungen im Intervall(! 0.5, ! 0.5).
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Beispiele
Selbstorganisierende Karten: Beispiele

Rudolf Kruse Neuronale Netze 28

Beispiel: Entfalten einer zweidimensionalen SOM

Die Abbildungen (von links nach rechts, von oben nach unten) zeigen den jeweiligen
Zustand der SOM (des Eingaberaums) nach 10, 20, 40, 80 und 160 Lernschritten. In
jedem Schritt wird ein Trainingsmuster verarbeitet.
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Selbstorganisierende Karten: Beispiele

Rudolf Kruse Neuronale Netze 30

Beispiel: Entfalten einer zweidimensionalen SOM

Die Abbildungen verdeutlichen die Gitterstruktur der Ausgabeneuronen. Jedes Neuron
wird durch ein kleines Quadrat dargestellt. Die Graustufe kodiert die Aktivierung des
Ausgabeneurons f¬ur das Muster(�0.5,�0.5) bei Gau§scher Aktivierungsfunktion.
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Selbstorganisierende Karten: Beispiele

Rudolf Kruse Neuronale Netze 31

Beispiel: Entfalten einer zweidimensionalen SOM

Das Trainieren einer SOM kann u.a. fehlschlagen, falls

¥ die Initialisierung ungünstig ist oder

¥ die (anfängliche) Lernrate zu klein gewählt ist oder

¥ die (anfängliche) Nachbarschaft zu klein gewählt ist.
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Beispiele
Selbstorganisierende Karten: Beispiele

Rudolf Kruse Neuronale Netze 32

Beispiel: Entfalten einer zweidimensionalen SOM, Dimensionsreduktion

(a) (b) (c)

Als Lernstichprobe werden zuf¬allige Punkte der Oberß¬ache einer Rotationspara-
bel (bzw. kubische Funktion, Kugel) gew¬ahlt, also drei Eingabeneuronen (x,y,z-
Koordinaten).

Eine Karte mit10! 10Ausgabeneuronen wird trainiert.

Die 3D-Referenzvektoren der Ausgabeneuronen (mit Gitter)werden dargestellt.

Wegen 2D-Fl¬ache (gekr¬ummt) klappt die Anpassung sehr gut.

In diesen F¬allen haben Originalraum und Bildraum unterschiedliche Dimensionen.

Selbstorganisierende Karten k¬onnen zur Dimensionsreduktion genutzt werden.
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Phonetische Schreibmaschine mit Hilfe der Finnischen Phon emkarte (Kohonen 1088)

Rudolf Kruse Neuronale Netze 33

Das aufgenommene Mikro-
phon Signal wird in eine
spektrale Repr¬asentation mit
15 Kan¬alen konvertiert.

Der 15 dimensionale Eingabe-
raum wird mithilfe einer hexa-
gonalen SOM angeordnet.
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100 focus -adaptive visualization

the underlying feature space and distance metric Ð a problem which
is addressed in Appendix A . Moreover, the result depends on the ran-
dom initialization and the neural network gradient descent algorithm
may get stuck in a local minimum and thus not produce an optimal
result. Further, there are several parameters that need to be tweaked
according to the data set such as the learning rate, the termination
criterion for iteration, the initial network structure, and (if applicable)
the rules by which the structure should grow. However, there are
also some advantages ofSOMs: Growing versions of SOMs can adapt
incrementally to changes in the data collection ( Section 4.3.1) whereas
other approaches may always need to generate a new overview from
scratch. Section 7.3.1.2 will address this point more speciÞcally for
the approach taken here. For the interactive task at hand, which re-
quires a real-time response, the disadvantages ofSOMs outweigh their
advantages. Therefore, the approach taken here is based onMDS.

Given a set of data points, MDS Þnds an embedding in the target
space that maintains their distances (or dissimilarities) as far as pos-
sible Ð without having to know their actual values. This way, it is
also well suited to compute a layout for spring- or force-based ap-
proaches. PCA identiÞes the axes of highest variance termed principal
components for a set of data points in high-dimensional space. To
obtain a dimensionality reduction to two-dimensional space, the data
points are simply projected onto the two principal component axes
with the highest variance. PCA and MDS are closely related [247]. In
contrast to SOMs, both are non-parametric approaches that compute
an optimal solution (with respect to data variance maximization and
distance preservation respectively) in Þxed polynomial time. Sys-
tems that apply PCA, MDS or similar force-based approaches comprise
those described in [32, 74, 84] as well as the fm4 Soundpark[url: 12, 72],
MusicBox[128], and SoundBite[131].

All of the above approaches use some kind of projection technique to
visualize the collection but only a small number tries to additionally vi-
sualize properties of the projection itself. Here, mountain ranges have
become a popular metaphor as shown in Figure 36. The MusicMiner

Figure 36: Screenshots of related approaches that use mountain ranges to separate dissimilar regions (left:
MusicMiner [163], middle: SoniXplorer[135]) or to visualize regions with a high density of similar songs (right:
nepTune[108], a variant of Islands of Music). Illustrations from the respective publications.
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8.5 application ii : beatlesexplorer 141

8.5 application ii : beatlesexplorer

With the BeatlesExplorer, a Þrst user-interface prototype for adaptive
structuring and exploration of music collections has been developed
and presented in [pub:10]. The system uses a dataset containing282
songs of The Beatles and a multi-facet distance measure with about
20 facets covering sound, harmonics, lyrics and information about
the production process. The feature information is extracted (semi-
automatically) from Wikipedia [ url: 53], LyricWiki [ url: 28], Alan W.
PollackÕs notes on The Beatles [url: 41], manual chord annotations [ 88]
and from the audio recordings using the frameworks CoMIRVA [ 213]
and JAudio [ 150]. A detailed description is given in [ pub:10].

Using initially uniform facet weights, a GSOM is induced as de-
scribed in Section 4.3.1, clustering similar songs of the music collec-
tion into hexagonal cluster cells. The result is a two-dimensional
topology that preserves the neighborhood relations of the originally
high-dimensional feature space, i. e., not only songs within the same
cluster cell are similar to each other but also songs of cells in the
neighborhood are expected to be more similar than those in more
distant cells. Using a growing approach as opposed to the common
static approaches as, e. g., [108, 179] ensures that only as many cells are
created as are actually needed. Further, the approach is incremental:
Songs may be added to the collection without having to relearn the
whole map from scratch Ð instead, it is only extended. A screenshot Video Clip3

of the prototype user interface is shown in Figure 54.

Figure 54: Screenshot of theBeatlesExplorerwith the grid on the left (colored according to the number of songs
in each cell) and two cell content windows on the right.
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